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最近正在设计一个逐 Query 的 Block Sparse Attention，在设计的过程中前后尝试了几种不同
的Kernel设计方案，这篇文章主要作为我的一部分工作总结，整理这些设计实测中观察到的问题。
在进入正题之前，我们首先复习一下 Sparse Attention 相关的一些背景知识。

1 Sparse Attention的几种模式

标准 attention要算所有可见的 query-key交互，长序列下计算量随长度平方增长；FlashAtten-
tion 省掉了中间矩阵的读写，但交互本身一个没少[1]。Sparse attention 只让每个 query 看一部分
keys。图 1 列了几种常见做法：有按位置固定的局部窗口、sinks 和 global tokens[2][3][4][5]，也有按
内容动态选择的 token 或 block[6][7][8]。

对 kernel来说，关键是不同 query的选择是否相同。图 (e)里一组 query共用同一块mask，选
中区域天然是规整的矩阵；图 (f) 里每个 query 单独选块，相邻两行未必选到同一块。本文讨论后
一种。
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图 1 几种常见的稀疏模式，行是 query，列是 key。(e)一组 query共用同一块 mask；(f)每个 query各选各
的块，也就是本文讨论的情形。

MiniMax Sparse Attention（MSA）就是一个例子：先由一个轻量分支为每个 query 选出若干
KV 块，再在选中的块上计算 attention[9]。本文只讨论第二步的训练前向，选块结果视为已知。
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还需要一点 GQA 的背景[10]：G 个 query heads 共用一份 K/V，同一 token 的这 G 个 heads 也
共用同一份选块列表。每个 KV 块包含 Bk 个 token，所以一个 query 和一个块之间的 QK 是一个
G×Bk 的小矩阵。

2 遇到的问题

一个 query 和一个块之间只有 G × Bk 的小矩阵，而 G 通常很小。设计 kernel 时，为了使设
计的 kernel 有较好的性能，以下三件事是比较重要的：

• 填满 Tensor Core。MMA指令对矩阵形状有下限，G 行远远不够，不足的部分只能 padding。

• 复用 K/V。不同 query 常常选到同一个块，每个 query 各读一次，读取量会成为瓶颈。

• 不做多余的工作。被 mask 掉的计算、局部结果的写出和合并、额外的索引，都会抵消前两
项的收益。

然而以上三个条件在逐 Query Sparse Attention 中很难全部满足，首先看一个最小的例子：q0
选了 KV 块 A、B，q1 选了 B、C。两个 query 分开算，B 要读两次，矩阵也只有 G 行；放在一起
算，B 只读一次，矩阵也变高了，但这一组要把 A、B、C 都算一遍，其中 q0 对 C、q1 对 A 的结
果最后都会被 mask 掉，计算量从 4 个 query-block 对变成了 6 个。

换成 kernel 的语言，取舍体现在：这些小矩阵交给哪个线程块（CTA）计算？图 2 画了三种
划分：(a)一个 CTA负责一个 query；(b)一个 CTA负责几个相邻 query，遍历它们选块的并集；(c)
一个 CTA 负责一个 KV 块，处理所有选中这个块的 query。

(a)逐 query计算
A B C

q0

q1

q2

(b)相邻 query分组
A B C

q0

q1

q2

(c)按 KV块分组
A B C
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q1

q2
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O2

输出不用合并

O0

O1

O2

共用 A/B/C；斜线格是无效计算
Q0 R0,A
Q2 R2,A

KA, VA

收集选中这块的 query
局部结果最后合并

Swap AB
只改 CTA 内部
的矩阵方向

虚线：一个 CTA 的范围；彩色：被选中的块；R：局部结果

图 2 同一组选块的三种任务划分

(a)不做多余的工作，但既填不满 Tensor Core，也不复用 K/V；(b)用被mask的计算换来了更
高的矩阵和 K/V复用；(c)也能复用 K/V、填满矩阵，代价是反向索引、不连续地读 Q，以及合并
局部结果。此外还有一个和任务划分无关的办法 Swap AB：交换矩阵乘的两个操作数，换一个方
向来填满 Tensor Core。

3 逐 query计算

最直接的做法是一个 CTA 只负责一个 query 和它的 G 个 heads。Q 读一次，然后按选块列表
依次读入 K/V，外层循环遍历 query、内层循环遍历 KV块，这种方法一般称为 Q-outer循环顺序；
NSA 的 kernel 就是这样组织的[8][11]。
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跨块的 softmax 用 online softmax 处理[12][1]：每个 head 维护目前见过的最大分数和分母，遇
到更大的分数时，先把已有结果整体缩放，再继续累加。一个 query 的输出始终在同一个 CTA 内
完成，不需要额外的合并步骤。

这种做法有两个代价。第一是重复读取：两个 query都选了 B，B就被读两次。L2 cache也许
能命中，但 kernel本身没有安排任何共享。MSA给过一个粗略估算[9]：设每个 query选 k 块、head
dimension 为 d，一个 query 的有效计算量是 4GdkBk FLOPs，而它要读的 K/V 是 2 · 2 kBkd 字节

（BF16），两者之比约为 G。也就是说，Q-outer的算术强度只有 G，K/V 读取很可能成为瓶颈。
第二是矩阵太窄。QK把G个 heads放在矩阵的M 维，把块内Bk 个 key放在N 维。Blackwell

上单 CTA 的 BF16 tcgen05.mma 要求 M 为 64 或 128[13]，而 G 通常远小于 64。不足的行只能
padding，Tensor Core 仍然按完整形状计算；PV 也是同样的情况。FSA 指出过同一个问题：NSA
的 kernel 在 GQA 组内 heads 少于 8 时必须 padding 再 mask 掉结果，而主流模型的 GQA 组往往
没有这么多 heads[11]。FSA 按 warp 级 MMA 的最小形状计算；换成 tcgen05.mma，M 至少是 64，
要 padding 的行更多。

解决办法有两个方向：把几个 query合成一组，填满 M 维并共享 K/V；或者交换矩阵乘的两
个操作数，把 G 放到限制更宽松的 N 维。

4 相邻 query分组

回到 q0 选 A/B、q1 选 B/C 的例子。把两个 query 的 heads 排进同一个矩阵，一起遍历 A、B、
C，B 就只读一次。组里的 query 越多，原本 padding 的行就越多地变成有效计算。每个 query 的
完整输出仍然留在同一个 CTA 内，不需要事后合并。

MSA（Minimax Sparse Attention）提到 Q-outer 下不能这样拼接 query，因为它们选的块一般
不同[9]：

Under Q-outer iteration, query positions cannot be concatenated along the sequence dimension because
they generally select different KV subsets.

不同 query不能直接共用同一份选块列表，但可以遍历组内选块的并集，再用各自的mask保
持原有 attention 语义，代价是对未选中交互的额外计算。Tessera[14]中有类似的做法：

For a tile containing inactive entries, membership metadata records the active logical blocks so that the
kernel can mask inactive scores before the softmax update.

代价是要记录每个 query实际选了哪些块：q0 没选C，q1 没选A，这两处的分数必须在 softmax
之前 mask 掉。所以 kernel 启动前要做两件事：把组内 query 的选块列表合并成一份去重的并集，
并记下每个块被组内哪些 query 选中。
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完全重叠
A B C D

q0

q1

读取块数：4 → 2

计算格子：4 → 4

部分重叠
A B C D

q0

q1

读取块数：4 → 3

计算格子：4 → 6

完全不重叠
A B C D

q0

q1

读取块数：4 → 4

计算格子：4 → 8

蓝色：有效计算 灰色带叉：被 mask 的计算 白色：不计算

图 3 两个 query 各选两块。分组后，读取的块数和计算量随重叠程度变化。

完全重叠时，一份列表服务两个 query，没有任何浪费；部分重叠时，少读了一块，但多了被
mask的计算；完全不重叠时，读取的块数没有减少，计算量反而翻倍。mask只能把结果清零，已
经执行的乘法不会省下来。所以分组同时影响两种浪费：它减少了凑矩阵形状的 padding，但可能
引入被 mask 的计算。

Tessera 在视频生成的 block-sparse attention 里遇到过同样的取舍[14]：用一个更大的 tile 覆盖
相邻的几个块，以复用 Q 或 K/V，再在 softmax 之前把没选中的部分 mask 掉。tile 里没选中的部
分越多，被mask的计算越多；省下的访存能不能抵消它，要看mask的形状，以及 GPU的算力和
带宽之比。

这笔账可以粗略估算一下。我们用并集膨胀系数 r 衡量重叠程度：组内选块并集的大小，除
以单个 query 的选块数。5 个 query 选块完全相同时 r = 1，互不重叠时 r = 5。沿用第 3 节只算
K/V 读取的口径，m 个 query 一组时，一组读 rk 块 K/V、做 m 份有效计算，有效算术强度约为
mG/r：r = 1 时是逐 query 计算的 m 倍，r = m 时退回 G。以上只是一些粗略的分析，具体性能
需要实际测量才能得知。

5 Swap AB：交换矩阵乘的操作数

如果相邻 query的选块差异很大，分组不划算，就只能逐 query计算。但矩阵太窄的问题还在：
QK 的分数块是 G×Bk，heads 少、keys 多。Swap AB 是 GEMM kernel 中常用的处理方法：交换
矩阵乘的两个操作数，把 QKT 改为计算 KQT，分数块变成 Bk ×G，较短的一维从 M 维换到了
N 维。

这样做有用，是因为指令形状对两个维度的要求不同：前面那条 BF16路径要求M 至少为 64，
N 却可以小到 8[13]。图 5 用一个教学配置（G = 4、Bk = 64、d = 128）做了计数：原始布局下，
4× 64 的有效分数要放进 64× 64 的指令形状，利用率 6.25%；Swap AB 后，64× 4 放进 64× 8，
利用率 50%。有效点积数量不变，padding 少了 8 倍。
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独立教学配置：G = 4，Bk = 64，d = 128；只比较选定 BF16 路径的 QK 输出位置
原始布局：heads 在 M 维

4 行

补齐的行
M = 64

N = 64（keys）

M
（
he
ad
s）

有效 4× 64 / 形状 64× 64
256 / 4096 = 6.25%

Swap AB：heads 在 N 维

有效 4 列

补齐 4 列

N = 8（heads）

M
=

6
4
（
ke
ys

）

有效 64× 4 / 形状 64× 8
256 / 512 = 50%

蓝色：有效点积；灰色：padding。两图使用相同坐标比例，沿 d 的归约工作相同。

图 5 有效点积相同，Swap AB 后 padding 少 8 倍。按 tcgen05.mma 的 BF16 形状计数，不是实测。

QK交换后，PV也要相应交换：PV 变为 V TP T，输出从G×d变为 d×G，同样减少了 padding
（图 6）。

原始顺序

QKT

分数块 G × B

沿 key 维度归一化
概率方向 G × B

PV

输出方向 G × d

Swap AB

KQT

分数块 B × G

沿 key 维度归一化
概率方向 B × G

V TP T

输出方向 d × G

虚线连接逻辑转置关系；实际执行可在片上融合，不要求物化完整分数或概率矩阵

图 6 QK 交换操作数后，PV 也随之交换；softmax 始终沿 key 方向。

softmax 仍然沿同一个 head 的 keys 计算，只是在分数块中从按行变成了按列。实现时需要在
片上重排分数和概率，以便按 head 做归约，并作为下一次 MMA 的输入；输出最后按原来的地
址写回。显存中的张量不需要转置，但重排、归约和同步都有开销。如果这些开销超过了省下的
padding，或者换成两个维度都需要 padding 的指令，Swap AB 就没有收益。

6 按 KV块分组

相邻 query分组是先固定一组 query，再看它们的选块是否重叠。也可以反过来：每个 CTA负
责一个 KV 块，处理所有选中这个块的 query。例如图 2(c) 中的 A 被 q0 和 q2 选中，它们不相邻，
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仍然能共享同一份 K/V。外层遍历 KV 块、内层遍历 query，一般叫做 KV-outer 循环顺序。
MSA 采用 KV-outer 的方法计算 Sparse Attention。KV-outer 下每块 K/V 只读一次，代价变成

每个 query 要为每个选中的块读一次 Q、写一份局部输出，最后再读回合并。按第 3 节同样的口
径，每个 query的访存约为 6Gkd 字节，而有效计算仍是 4GdkBk FLOPs，两者之比约为 2

3Bk。只
要 2

3Bk ≫ G，KV-outer 的算术强度就远高于 Q-outer 的 G。
具体实现上，先把“每个 query 选了哪些块”转换成“每个块被哪些 query 选中”的反向索引：统

计每个块被选中的次数，用前缀和确定写入位置，再填入 query 编号。主 kernel 按这个索引分批
读入 Q，K/V 一直留在 shared memory 中重复使用（图 7）。单个 query 只贡献 G 行，所以要把同
一块的多个 query拼进一个MMA填满 M 维。KV-outer下这样拼没有代价，因为它们用的是同一
份 K/V[9]。

按 KV块分组：负责 block A的一个 CTA
HBM：原始张量 SMEM：输入 tile TMEM：MMA 的中间结果
KA VA

KA VA

Q0,g

Q1,g

Q2,g

Q0,g

Q2,g
Q2,g

Q0,g

按表搬入 Q

Qbatch : (MG)× d

QK / MMA

S P

寄存器中
mask / softmax PV / MMA

Oi,A 与 Li,A

写回

O2,A, L2,A

O0,A, L0,A

HBM
局部结果

K/V 留在片上，一批批换 Q

合并局部结果Oi

建反向表 → 各 CTA 算局部结果 → 合并

图 7 按 KV 块分组时一个 CTA 的数据流：K/V 留在片上，按反向索引分批读入 Q，局部结果写出后再合
并。

好处是不再有被 mask 的计算。问题在于一个 query 的结果分散在多个 CTA 中，每个 CTA 只
算了它的一部分 softmax，不能直接相加。FSA 和 MSA 都把计算和合并拆成两个 kernel，以避免
跨 CTA的 atomic累加[11][9]，但处理 softmax的方式不同。FSA先用一个单独的 kernel预先算好每
个 query的 softmax统计量；MSA则让每个 CTA写出局部输出和 log-sum-exp（LSE），由 combine
kernel按 LSE加权合并，做法和 FlashDecoding的 split-KV相同。我们采用后一种。所以额外开销
有四项：构建反向索引、不连续地读取 Q、写出并读回局部结果，以及最后的合并。

还有一个 Q-outer没有的问题：负载不均衡。有些块几乎被所有 query选中，比如序列开头的
sink块，一个 CTA处理它要花的时间远超其他块。MSA用一个调度 kernel把热门块沿 query维切
成多段，分给多个 CTA，并预先为每段分配好局部结果的写入位置[9]。

6.1 实测

按 KV 块分组同样依赖重叠程度。选中同一块的 query 越多，K/V 的复用越充分；选块越分
散，每个 CTA 分到的 query 越少，需要读取的不同块也越多。我们在 B200 上测量了这一点：4K
个 query 的 prefill，prefix 长度从 1K 增加到 1M，每个 query 的选块数固定，只改变 query 之间的
重叠程度。三档重叠下，有效计算量完全相同。
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图 8 B200上的重叠度扫描。左：attention kernel耗时；右：全部 query读取的不同 KV块数，以 1K prefix
为 1。

图 8 中，prefix 不超过 32K 时三条线几乎重合，因为可选的块本来就不多。之后低重叠的耗
时明显上升。到 1M prefix，高重叠的 attention耗时 1.28 ms，低重叠几乎读遍了所有块，耗时 3.40
ms，是前者的 2.66倍，算力利用率（相对 BF16 稠密峰值）从 9.4% 降到 3.5%。构建反向索引只
多花 0.14 ms，合并步骤的耗时不变，差距几乎都在主 kernel 中。

中等重叠这一档最能说明问题：它的平均重叠度只有 0.26，看起来很分散，但读取的不同块
数始终只有高重叠的 4 倍，耗时也和高重叠几乎相同。预测耗时，读取的不同块数比平均重叠度
更准。 cache 命中可能是原因：FSA 也指出，KV-outer 下不连续地读取 Q 会拉低 L2 命中率[11]:

for one KV block, only a subset of total query tokens is involved for attention computation, and query
token indices are typically non-contiguous.

non-contiguous memory access leads to a lower L2 cache hit rate, thereby reducing effective memory
bandwidth and degrading overall kernel efficiency.

7 结论

在本文中我们讨论了设计逐 Query Block Sparse Attention 的几种 Kernel 设计的方法以及对应
的取舍。下表展示了几种方法的设计总结。

设计 填满 Tensor Core 复用 K/V 多出的工作

逐 query 计算 否，只有 G 行 否 无
相邻 query 分组 是 组内复用 被 mask 的计算
按 KV 块分组 是 跨任意 query 复用 反向索引、不连续读 Q、合并
Swap AB 缓解，G 放到 N 维 不改变 片上重排

以上几种 Kernel 设计方案都各有其优势劣势，本文将其中的设计取舍进行了一些简单分析，
应当使用哪种 Kernel 方案作为最终的选择，实际上要根据具体的 Workload 进行分析与选择。
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